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摘 　要 :实际的分类问题往往都是不平衡分类问题 ,采用传统的分类方法 ,难以得到满意的分类效果. 为此 ,十多年

来 ,人们相继提出了各种解决方案. 对国内外不平衡分类问题的研究做了比较详细地综述 ,讨论了数据不平衡性引

发的问题 ,介绍了目前几种主要的解决方案. 通过仿真实验 ,比较了具有代表性的重采样法、代价敏感学习、训练集

划分以及分类器集成在 3个实际的不平衡数据集上的分类性能 ,发现训练集划分和分类器集成方法能较好地处理

不平衡数据集 ,给出了针对不平衡分类问题的分类器评测指标和将来的工作.
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Abstract: Imbalanced data sets have always been regarded as p resenting significant difficulties when app lying ma2
chine learning methods to real2world pattern classification p roblem s. A lthough various app roaches have been p ro2
posed during the past decade, lim itations are imposed by many real2world imbalanced data sets, and as a result, a

lot of further research is currently being done. In this paper, we p rovide an up2to2date survey of research on imbal2
anced pattern classification p roblem s. W e first took a deep look into the p roblem s that imbalanced data sets bring,

and then we introduced different kinds of solutions in detail, with their rep resentative app roaches. Finally, using

three real imbalanced data sets, we compared the performance of some typ ical methods including re2samp ling, cost

sensitive learning, training set partitions, and the performance of classifier ensembles. In addition, top ics such as

evaluation indexes and future areas of research were also discussed.
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　　所谓不平衡分类问题 ,是指训练样本数量在类

间分布不平衡的模式分类问题. 具体地说就是某些

类的样本数量远远少于其他类. 本文称具有少量样

本的那些类为稀有类 ,而具有大量样本的那些类为

大类. 物以稀为贵 ,稀有的信息 ,往往能获得人们更

多的关注. 在许多实际的模式分类问题中 ,同样存在

稀有的类 ,它们虽然很重要 ,但是用传统的分类方

法 ,却难以被正确分类. 当传统的机器学习方法用于

解决这些不平衡分类问题时 ,往往出现分类器性能

的大幅度下降 ,得到的分类器具有很大的偏向性. 最

常见的表现是稀有类的识别率远远低于大类. 因此 ,

本属于稀有类的样本往往被错分到大类.

在实际应用中 ,不平衡问题很常见. 有些问题其

原始数据的分布就存在不平衡 ,如通过卫星雷达图

片检测海面石油油污 [ 1 ]、监测信用卡非法交易 [ 2 ]、



发掘基因序列中编码信息以及医学数据分类 [ 324 ]

等. 这些问题都以稀有类的信息为关注的重点 ,如在

信用卡非法交易记录的监测问题中 ,非法交易记录

是监测的目标. 但训练数据中包含大量正常的信用

卡交易记录 ,只有很少的一部分是非法交易记录 ,使

用一般的模式分类方法 ,非法交易记录的检测率很

低. 有些不平衡分类问题源自数据收集过程中人为

地造成的不平衡 ,比如由于个人隐私或者高昂的数

据采集代价等因素导致某些类的样本数量过少. 还

有些不平衡问题来自多类 (multi2class)问题和多标

号 (multi2label)问题的分解. 有些分类器如支持向量

机 ( SVM ) ,无法直接解决多类多标号问题 ,必须将

原始问题分解成一系列两类问题解决 ,这样很容易

导致原来平衡的问题变得不平衡 ,原来不平衡的问

题变得更加不平衡.

不平衡分类问题到底有什么样的特征 ? 它们为

何会导致分类器性能下降 ? 有什么有效的方法可以

解决不平衡分类问题 ? 通过分析各种不平衡分类问

题和已有的解决方案 ,希望对上述问题做出回答. 内

容安排如下 :第 1节讨论不平衡问题的特征及问题

点 ;第 2节介绍目前已有的解决不平衡问题的主要

方法 ;第 3节讨论针对不平衡问题的分类器评价指

标 ;第 4节通过仿真实验比较主要的几种分类方法

在一些不平衡数据上的分类性能 ;第 5节总结并讨

论未来的研究方向.

1　不平衡分类问题

不平衡分类问题具有一系列传统模式分类方法

所没有考虑到的特点 ,从而引发了一系列传统模式

分类方法难以解决的问题.

1. 1　数据稀缺问题

样本分布的不平衡容易导致稀有类样本的稀

缺 ,具体地说 ,稀缺包括绝对稀缺和相对稀缺.

绝对稀缺是指稀有类训练样本数量绝对过少 ,

导致该类信息无法通过训练样本充分表示. W eiss
[ 5 ]

通过生成人工数据的实验指出 ,绝对数据稀缺类的

分类错误率要比一般类高出许多. 此外 ,当某类数据

过于稀缺时 ,容易在特征空间中形成小的数据区域 ,

从而引发小区块 ( small disjuncts) 问题. W eiss和

H irsh
[ 6 ]通过 30个实际数据集的测试结果表明 ,分

类错误大部分集中在小区块上.

小区块之所以有很高的分类错误率 ,其中很大

的原因在于它和噪声数据块难以区分. 许多分类器

为了防止过学习的产生 ,需要进行统计显著性 ( sta2
tistical significance) 检测 ,如决策树分类器的剪枝 ,

关联规则分类器的规则筛选等 ,只有覆盖足够多样

本的决策规则和关联规则才能被保留下来. 小区块

的数据经常无法顺利通过这类显著性检测 ,但如果

为了使它们通过检测而降低检测的阈值 ,又将无法

有效地去除噪声.

相对稀缺是指稀有类样本本身数量并不过少 ,

但相对大类 ,占有的比例过小. 在这种情况下 ,稀有

类样本的识别好比大海捞针 ,使得基于启发式的贪

心搜索方法效果变差 [ 7 ]
. Japkowicz和 Stephen

[ 8 ]通

过改变训练集的概念复杂度、样本不平衡度和训练

集规模发现 ,当总样本数量足够多时 ,相对稀缺并不

一定引起分类器性能下降. 相反 ,绝对稀缺导致的稀

有样本分布不集中且数量过少才容易引起分类器性

能下降.

1. 2　噪声问题

噪声数据的存在不可避免 ,并在一定程度上影

响到分类器性能. 但是 ,对不平衡分类问题 ,噪声数

据对稀有类将产生更大的影响 [ 7 ]
. 只要在稀有类的

决策域存在少数的噪声样本 ,就会影响该稀有类决

策面的学习. 也就是说 ,稀有类的抗噪能力较弱 ,并

且分类器难以区分稀有类样本和噪声数据 [ 5 ] . 如果

分类器采用一些防止过学习的技术去除噪声 ,则会

将一些稀有类样本信息一并去除. 如果不去除噪声 ,

分类性能也难以提高.

1. 3　决策面偏移问题

传统的模式分类方法 ,大都建立在训练样本数

量均衡的前提下. 当用于解决不平衡分类问题时 ,它

们的分类性能往往有不同程度的下降.

基于特征空间决策面进行类别划分的分类器 ,

如支持向量机 ,目标在于寻找一个最优的决策面. 为

了降低噪声数据的影响和防止过学习的产生 ,最优

决策面必须兼顾训练分类准确率 ( accuracy)和决策

面的复杂度 ,即采用结构风险最小化原则. 然而 ,如

果训练集不平衡 ,则支持向量的个数也不平衡. 在结

构风险最小化原则下 ,支持向量机会忽略稀有类少

量支持向量对结构风险的影响 ,而扩大决策边界 ,最

终导致训练的实际超平面与最优超平面不一致.

基于概率估计的分类器 ,如贝叶斯分类器 ,分类

准确率依赖于概率分布的准确估计. 当稀有类样本

·941·第 2期 　　　　　　　　　　　　　　　　叶志飞 ,等 :不平衡分类问题研究综述



过少时 ,概率估计的准确率将远小于大类 ,稀有类的

识别率也因此下降. 基于规则的分类器 ,如决策树和

关联规则分类器 ,需要对规则进行筛选. 其中 ,支持

度 ( support) 和可信度 ( confidence)是规则筛选的重

要指标. 但是 ,当训练集不平衡时 ,基于上述指标的

筛选变得困难且不合理 [ 9 ]
.

1. 4　评测指标问题

分类器评测指标的科学性直接影响着分类器的

性能 ,因为分类器训练的目标是实现最高的评测指

标. 传统的模式分类方法一般以准确率作为分类器

评测指标. 但是以准确率为评测指标的分类器倾向

于降低稀有类的分类效果 [ 10211 ]
. 而且准确率不重视

稀有类对分类性能评测的影响. 例如 ,假设有一个训

练样本数量为 1∶99的两类问题 ,即使分类器将所

有样本分到大类 ,它仍可以得到 99%的训练准确

率.

2　不平衡分类问题的解决策略

迄今为止 ,解决不平衡分类问题的策略可以分

为两大类. 一类是从训练集入手 ,通过改变训练集样

本分布 ,降低不平衡程度. 另一类是从学习算法入

手 ,根据算法在解决不平衡问题时的缺陷 ,适当地修

改算法使之适应不平衡分类问题. 平衡训练集的方

法主要有训练集重采样 ( re2samp ling)方法和训练集

划分方法. 学习算法层面的策略包括分类器集成、代

价敏感学习和特征选择方法等.

2. 1　重采样方法

重采样方法是通过增加稀有类训练样本数的上

采样 ( up2samp ling) 和减少大类样本数的下采样

( down2samp ling)使不平衡的样本分布变得比较平

衡 ,从而提高分类器对稀有类的识别率.

最原始的上采样方法是复制稀有类的样本 ,但

是这样做容易导致过学习 [ 12 ]
,并且对提高稀有类识

别率没有太大帮助 [ 13 ] . 较高级的上采样方法则采用

一些启发式技巧 ,有选择地复制稀有类样本 ,或者生

成新的稀有类样本. Chawla等人 [ 14 ]提出的 SMOTE

算法是一种简单有效的上采样方法 ,该方法首先为

每个稀有类样本随机选出几个邻近样本 ,并且在该

样本与这些邻近的样本的连线上随机取点 ,生成无

重复的新的稀有类样本. Lee
[ 15 ]则通过为训练集中

的稀有类样本加上随机噪声的方式获取新的正类样

本. Kubat等人 [ 16 ]将稀有类和大类交叉分布区域内

的样本重新标定成稀有类样本 ,以降低不平衡度.

另一方面 ,下采样通过舍弃部分大类样本的方

法 ,降低不平衡程度. Kubat和 Matwin
[ 17 ]采用单边

采样方式 ,去除大类中的噪音样本、边界样本和冗余

样本. Chen等人 [ 18 ]则通过修剪大类的支持向量 ,达

到平衡支持向量个数的目的 ,从而提高稀有类的识

别率. Raskutti和 Kowalczyk
[ 19 ]同时考虑上采样和下

采样 ,并且扩展到一类学习 ,即只采用一类的样本作

为训练集 ,因此不存在不平衡分类问题. Estabrooks

和 Japkowic
[ 20 ]同时采用上采样和下采样以及不同

的采样率 ,获得大量的子分类器 ,并使用混合专家

(m ixture2of2experts)学习框架将这些子分类器集成.

他们的结果显示 ,这种方法比普通的 AdaBoost有更

好的分类效果 ,但并不清楚到底是上采样还是下采

样更有效 ,也不清楚哪种采样率最合适.

虽然重采样在一些数据集上取得了不错的效

果 ,但是这类方法也存在一些缺陷. 上采样方法并不

增加任何新的数据 ,只是重复一些样本或增加一些

人工生成的稀有类样本 ,增加了训练时间. 更危险的

是 ,上采样复制某些稀有类样本 ,或者在它周围生成

新的稀有类样本 ,使得分类器过分注重这些样本 ,导

致过学习 [ 12, 14 ]
. 上采样不能从本质上解决稀有类样

本的稀缺性和数据表示的不充分性 ,因此有人指出

它的性能不如下采样 [ 12 ] . 但是 Japkowicz[ 8 ]对人工

数据的一项系统研究得到了相反的结论. 下采样在

去除大类样本的时候 ,容易去除重要的样本信息. 虽

然有些启发式的下采样方法 ,只是去除冗余样本和

噪声样本 ,但是多数情况下这类样本只是小部分 ,因

此这种方法能够调整的不平衡度相当有限.

2. 2　训练集划分方法

对训练数据集进行划分 ,是另一种有效的训练

集平衡方法. Chan和 Stolfo
[ 2 ]首先根据代价敏感学

习的需要 ,学习一个合理的类别样本分布比例. 然后

将大类样本随机划分成一系列不相交子集. 这些子

集的大小由稀有类样本集的数量和预先学习的样本

分布比例决定. 接下来分别将这些不相交子集跟稀

有类样本结合 ,组成一系列平衡的分类子问题 ,单独

训练成子分类器. 最后通过元学习 (meta learning)

将这些子分类器的输出进一步学习成组合分类器.

这种方法在信用卡非法使用检测问题上大大降低了

总代价. Yan等人 [ 21 ]采用类似的问题分解方式 ,并

将每个子问题用 SVM独立训练后采用分类器集成 ,
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得到的组合分类器的性能超过了上采样和下采样方

法. 上述训练集划分方法仅考虑了划分后子训练集

的规模和分布 ,没有对划分规则作进一步考虑. Lu

和 Ito[ 22 ]提出了最小最大模块化 (m in2max modular)

神经网络模型 ,该模型利用最小最大化集成规则 ,能

有效地将子分类器组合 ,使组合分类器容易地实现

并列学习和增量学习. 之后 Lu等人 [ 23 ]将上述模型

推广到支持向量机并提出了“部分对部分 ”(part vs.

part)任务分解策略.“部分对部分 ”任务分解策略可

对不平衡两类子问题作进一步分解. 这种分解策略

可以自由地控制每个子问题的规模和平衡度 ,并且

可以根据先验知识和训练集样本的分布特征 ,制定

有效的分解规则. 实验表明 ,该方法比代价敏感学习

和重采样方法能更好地解决不平衡问题 [ 24 ] .

2. 3　分类器集成方法

上述通过训练集划分得到的子分类器 ,利用分

类器集成的方法获得了良好的效果. Kotsiantis和

Pintelas
[ 25 ]将训练集重采样后用 3种学习方法分别

训练 ,然后将得到的分类器采用多数投票方法给出

预测类别. 实验表明 ,他们的方法能提高对稀有类样

本的识别率. Estabrook等人 [ 26 ]通过计算发现 ,根据

训练集的自然分布得到的分类器不一定具有最好的

一般化能力. 他们提出通过对原不平衡问题进行重

采样 ,从而构建多个平衡度不同的训练集 ,训练后采

用分类器挑选和偏向正类的原则将各个分类器综

合. 仿真实验表明 ,该方法比单独应用上采样和下采

样方法获得了更好的准确率和 ROC ( receiver oper2
ating characteristic)曲线. Chen等人 [ 27 ]提出了平衡

随机森林的方法 ,该方法对正类和反类分别进行重

采样 ,重采样多次后采用多数投票的方法进行集成

学习. Chawla等人 [ 28 ]将 boosting算法与 SMOTE算

法结合成 SMOTEBoost算法 ,该算法每次迭代使用

SMOTE生成新的样本 ,取代原有 AdaBoost算法中队

样本权值的调整 ,使得 Boosting算法专注于正类中

的难分样本. L iu等人 [ 29 ]基于人脸识别的级联模型

提出了一种基于级联模型的不平衡数据分类方法 ,

该方法通过逐步筛掉反类样本 ,使得级联结构中后

面的结点得到更为平衡的训练集. Zhou和 L iu[ 30 ]提

出了代价敏感神经网络与分类器集成相结合的方

法 ,他们通过 21个 UC I标准数据集的实验发现 ,分

类器集成不仅对处理 2类不平衡问题有效 ,而且对

多类不平衡问题同样有效.

2. 4　代价敏感学习方法

在大部分不平衡分类问题中 ,稀有类是分类的

重点. 在这种情况下 ,正确识别出稀有类的样本比识

别大类的样本更有价值. 反过来说 ,错分稀有类的样

本需要付出更大的代价. 代价敏感学习 [ 31 ]赋予各个

类别不同的错分代价 ,它能很好地解决不平衡分类

问题. 以两类问题为例 ,假设正类是稀有类 ,并具有

更高的错分代价 ,则分类器在训练时 ,会对错分正类

样本做更大的惩罚 ,迫使最终分类器对正类样本有

更高的识别率.

Dom ingos
[ 32 ]提出了一种 Metacost方法 ,该方法

通过估计训练样本的后验概率密度 ,结合代价矩阵

( cost matrix)计算每个训练样本的理想类别 ,然后根

据理想类别修改原训练样本的类别 ,得到新的训练

集 ,最后使用基于错误率的分类器学习这个新的训

练集. 仿真实验表明 ,Metacost比下采样和上采样方

法能获得更低的错误代价. Metacost的重要意义在

于它能将普通的基于准确率的学习方法容易地改造

成对错分代价敏感的学习方法. Chen[ 27 ]在平衡随机

森林的基础上提出了带权随机森林算法 ,该方法赋

予每个类一个权值 ,训练样本最少的类赋予的权值

最大. 在构造决策树的过程中引入权值 ,每一棵决策

树的决策采用带权多数投票. 最后所有的决策树采

用带权投票集成. Che等人 [ 33 ]通过训练集先验信息

的分析 ,利用支持向量机为不同类的样本设置惩罚

系数.

给不同的训练样本赋予不同的权值也能起到代

价敏感学习的作用. Fan等人 [ 34 ]提出了一种 AdaCost

算法 ,该算法通过在 Boosting算法的权值更新规则中

引入每个训练样本的错分代价 ,提高了 Boosting算法

对稀有类的查全率和查准率.该算法的权值更新原则

是 :如果错分代价较大的样本被弱分类器错分 ,则它

对应的权值被“较大”地增加. 如果它被正确分类 ,则

它对应的权值被“较小”程度地减少. Joshi等人 [ 35 ]通

过研究发现 ,如果 AdaCost算法中的基分类器能获得

较平衡的查全率和查准率 ,则 AdaCost能获得对稀有

类较平衡的查全率和查准率.

代价敏感学习能有效地提高稀有类的识别率.

但问题是 ,一方面 ,在多数情况下 ,真实的错分代价

很难被准确地估计 [ 36 ]
. 另一方面 ,虽然许多分类器

可以直接引入代价敏感学习机制 ,如支持向量机和

决策树 ,但是也有一些分类器不能直接使用代价敏
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感学习 ,只能通过调整正负样本比例或者决策阈值

间接地实现代价敏感学习 [ 37 ]
,这样不能保证代价敏

感学习的效果.

2. 5　特征选择方法

特征选择方法对于不平衡分类问题同样具有重

要意义. 样本数量分布很不平衡时 ,特征的分布同样

会不平衡. 尤其在文本分类问题中 ,在大类中经常出

现的特征 ,也许在稀有类中根本不出现. 因此 ,根据

不平衡分类问题的特点 ,选取最具有区分能力的特

征 ,有利于提高稀有类的识别率.

通过采用特征选择来解决不平衡分类问题主要

集中于自然语言处理领域. Cardie和 Howe
[ 38 ]以基

于事例学习 ( case based learning) 的框架为基础 ,提

出了一种与测试样本相关的动态特征加权方法. 该

方法首先利用训练集得到一棵决策树 ,然后计算每

个测试样本在测试路径上的信息收益 ,并以此计算

每个特征的权值 ,最后 , 从训练集中挑选 k个与测

试样本最接近的样本 ,并对他们测试类别进行投票.

该方法在提高正类样本准确率的同时确保了总的准

确率不下降. Zheng和 Srihari
[ 39 ]针对文本分类中存

在的不平衡分类问题 ,按照一个经验性的样本比例 ,

挑选正负 2个样本集 ,分别从中选择最能表示该类

样本的特征集 ,然后将这些特征集合并作为最后挑

选的特征. 对不同规模的特征集进行特征挑选的仿

真实验表明 ,该特征挑选方法能有效提高文本分类

的 F1测度.

2. 6　其他方法

W u和 Chang[ 40 ]提出了一种修改支持向量机核

函数矩阵 ( kernel matrix)方法 ,该方法通过将核函数

矩阵进行保角变换 ( conformal transformation) , 扩大

稀有类特征向量处的边界 ,从而增加正负类样本的

分离度 ,减少大类的支持向量数目 ,起到降低不平衡

度的效果. 理论分析和仿真试验结果表明 ,该方法在

一些不平衡数据集上有比较好的效果.

A runasalam和 Chawla
[ 9 ]提出了一种自上而下

的基于联合规则的分类器. 他们指出 ,在处理不平衡

分类问题时 ,传统的支持度和可信度在筛选关联规

则时存在缺陷 ,并提出了补集类支持度 ( comp le2

ment class support)作为挑选关联规则的重要指标.

通过自上而下地将筛选出的最佳关联规则逐一添加

到决策树中 ,形成最终的分类器. 实验结果表明 ,该

方法在不平衡数据上比传统的基于联合规则的分类

器对稀有类有更高的识别率.

Hong等人 [ 41 ]在 ROC曲线下面积 AUC ( area

under curve ) 指标的基础上 , 定义了 LOO2AUC

( leave2one2out area under curve). LOO2AUC借鉴交

叉验证的方法 ,每次移除一个样本 ,利用剩余样本训

练的分类器预测该样本. 在核分类器模型采用正交

形式表示的基础上 , Hong等人利用前向回归的更新

规则 ,实现了 LOO2AUC的快速计算. 他们提出了一

种新的分类器最佳参数估计方法 :正规正交带权最

小方差估计 , 并以最大化 LOO2AUC作为模型选择

标准 ,实现了正交前向模型选择. 实验表明 ,该方法

在生成数据和实际数据集上都能很好地处理不平衡

问题.

一类学习 (one2class learning) [ 42 ]也被用于处理

不平衡问题. 当样本数量不平衡时 ,并且当特征空间

中混杂有大量噪音特征时 ,基于学习单一稀有类样

本的产生式模型 ,相比于学习两类问题的判别式模

型具有更好的性能 [ 19 ] .

3　分类器评价指标

鉴于大类对准确率标准的影响大于稀有类 ,导

致稀有类的识别率难以提高 ,新的分类器评价指标

更注重稀有类对性能指标的影响.

最常见的分类器评价指标是 ROC曲线 ,以及

ROC曲线下覆盖的面积 AUC[ 43 ] . ROC曲线和 AUC

能够公平地对待稀有类和大类 ,与查准率和查全率

类似 , ROC曲线可以在稀有类识别率和大类识别率

之间做权衡.

为了定义 ROC曲线 ,需要用到机器学习方法的

基础评价指标 ———混淆矩阵 (如表 1所示 ).

表 1　两类混淆矩阵

Table 1　A two2cla ss confusion ma tr ix

预测正类 预测反类

预测正类 TP FN

预测反类 FP TN

　　在一个两类混淆矩阵中 ,实际为正类 ,预测也为

正类的样本数量称为正确正类 TP ( true positive) ;

实际为正类 ,预测为反类的称为错误反类 FN ( false

negative) ;实际为反类 ,预测为正类的称为错误正类

FP ( false positive) ; 实际为反类 ,预测为反类的称为

正确反类 TN ( true negative).

利用混淆矩阵可以定义常用的分类器评价指
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标 ,如表 2所示.

表 2 　常用评价指标

Table 2　Comm on eva lua tion m etr ics

名 　称 计算方法

平衡准确率 BA ( TP / ( TP + FN) + TN / ( TN + FP) ) /2

查全率 TPR TP / ( TP + FN)

查准率 TP / ( TP + FP)

误警率 FPR FP / ( FP + TN)

F1测度 2 ×R ×P / (R + P)

几何平均 R ×P

　　ROC曲线的 X轴表示 FPR, Y轴表示 TPR. ROC

曲线上的一组点是通过调整分类器决策阈值得到

的 , ROC曲线越凸越靠近左上方 ,表示对应的分类

器一般化能力越强. AUC ( area under curve)是指

ROC曲线下面包括的面积 ,即 ROC曲线的积分 ,

AUC能以定量的方式表示该 ROC曲线对应的分类

器的一般化能力. 然而需要指出的是 , ROC和 AUC

仅适合于两类问题 ,对多类问题 ,无法直接应用.

查准率 ( Precision)和查全率 (Recall)是信息检

索与数据挖掘中常用的评价指标. 许多系统将两者

同时考虑 ,如 F1测度和几何平均 ( G2means) ,它们

都同等看待 Precision和 Recall对分类器评测的贡

献. Joshi
[ 44 ]比较系统地研究了包括 F1和 G2means

在内的多种标准 ,通过分析 Precision, Recall和训练

样本不平衡度的关系得出结论 ,在不平衡度不是很

大的情况下 , F1和 G2means可以作为较好的评测指

标.但当训练样本很不平衡时 , F1比 G2mean要好.

Joshi指出 ,当测试集和训练集不是同分布或不同类

的错分代价不同时 ,使用 ROC曲线比较不同分类器

的性能更合适.

4　几种主要学习方法的性能比较

在实验中 ,选取了 4种比较具有代表性的学习

方法 ,它们分别是 ,代价敏感学习的决策树算法

(C5. 0 )、代 价 敏 感 的 支 持 向 量 机 ( CSVM )、

SMOTE
[ 14 ]采样法、以及结合训练集划分与分类器集

成的最小最大模块化支持向量机 (M32SVM ) [ 23 ]
.

实验使用了来自 3个不同领域的不平衡数据

集. Abalone是 UC I标准数据集中比较难分的一个

数据集 ,类间重叠程度较大 ,各种分类器在它上面的

效果都不是很理想. 它总共有 29个类 , 4 177个样

本. 采用一对其他分解策略把其中第 11类的 487个

样本作为正例 ,其余作为负例 ,构成一个不平衡的两

类问题.

Park[ 45 ]蛋白质亚细胞定位数据 ,是一个典型的

生物信息学模式分类问题. 它总共有 7 579条蛋白

质序列 ,分布在 12个不同的亚细胞位置上 ,有些位

置上的蛋白质数量很不平衡. 最多的位置上有 1 932

条序列 ,而最少的位置只有 40条. 同样采用一对其

他分解策略 ,把其中细胞外的 861条作为正例 ,其余

的作为负例 ,构成一个不平衡的两类分类问题.

Rooftop[ 46 ]数据是一个不平衡的场景识别问题 ,

它总共包括 17 829张图片 ,其中只有 781张图片被

标注成正例 (屋顶照片 ) ,其余的 17 048张图片都是

负例.

上述 3个数据集的概况如表 3所示 ,其中训练

集和测试集是按照 6: 4的比例随机划分得到的.

分类器性能的评价指标采用 ROC曲线、AUC

以及 ROC曲线与对角线交点处的 TPR、TNR (即 12
FPR)和平衡准确率 BA.

图 1给出了 Park数据上几种方法的 ROC曲

线. 从图中可以看出 , M32SVM 具有最好的分类性

能 , CSVM的方法仅次于 M32SVM ,而 C5. 0方法效

果最差. 使用 SMOTE采样方法前后 , CSVM和 C5. 0

对应的 ROC曲线非常接近 ,说明 SMOTE采样在

Park数据上没有明显的效果.

图 1　Park数据的 ROC曲线

Fig. 1　ROC curves for Park data

表 3　3种数据集的概况

Table 3　Three im ba lanced da ta sets

名 　称 正类样本数 负类样本数 正负样本数比

Rooftop 781 17 048 1∶21. 8

Park 861 6 718 1∶7. 8

Abalone 487 3 690 1∶7. 6
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表 4　各种方法的性能比较

Table 4　Performance com par ison of d ifferen t m ethods　　　　　　% 　　　　　　　　　

数据集 方法 TPR TNR BA AUC

Rooftop

C5. 0

CSVM

C5. 0 + SMOTE

CSVM + SMOTE

M3 2 SVM

78. 5

80. 3

79. 9

81. 3

81. 6

80. 2

81. 8

80. 1

80. 4

81. 4

79. 9

81. 1

80. 0

80. 9

81. 5

87. 43

87. 98

88. 22

87. 87

89. 28

Park

C5. 0

CSVM

C5. 0 + SMOTE

CSVM + SMOTE

M3 2 SVM

82. 6

84. 9

84. 3

85. 4

87. 2

85. 8

85. 5

83. 8

85. 1

87. 7

84. 2

85. 2

84. 2

85. 3

87. 5

90. 39

93. 93

90. 96

94. 10

94. 54

Abalone

C5. 0

CSVM

C5. 0 + SMOTE

CSVM + SMOTE

M3 2 SVM

61. 5

59. 0

64. 5

62. 7

67. 5

59. 6

58. 8

62. 4

63. 3

66. 4

60. 6

58. 9

63. 5

63. 0

67. 0

66. 84

64. 25

69. 53

68. 00

72. 67

　　表 4给出了在 3个数据集上其他的分类器性能

指标. 从该表可以得到下面一些观察结果 :

1)仅用代价敏感的 SVM和决策树算法在解决

不平衡问题时效果较差 ,两者的性能差异不大 ,因数

据集的不同而变化. 在 Rooftop数据上两者性能相

近 ,在 Park数据上 CSVM略好于决策树 C5. 0,而在

Abalone数据上 C5. 0优于 CSVM.

2)在多数情况下 SMOTE采样的方法对分类精

度有所提高. 但有时却没有什么效果甚至导致性能

下降 ,如在 Rooftop数据上 , SMOTE采样后的数据经

CSVM分类比采样前分类效果反而下降.

3)结合数据集划分和分类器集成思想的 M32

SVM表现出了最好最稳定的分类性能.

5　结束语

本文综述了不平衡分类问题的特征、问题点以

及已有的几种主要解决方案和新的分类器评测指

标. 通过在 3个不同领域的不平衡数据集上的实验 ,

比较了决策树、支持向量机、代价敏感学习、采样方

法以及训练集划分结合分类器集成等方法的性能.

实验结果表明 ,训练集划分结合分类器集成的方法

在处理不平衡问题时具有最好的效果. 目前研究不

平衡模式分类问题都是基于不平衡的两类问题 ,即

使是不平衡的多类问题 ,也是通过将原问题分解成

2类问题的方法解决. 另外目前没有针对多类不平

衡分类问题的公认评价指标 , ROC和 AUC不能直

接运用于多类问题 ,因此迫切需要提出针对多类不

平衡分类问题的评价指标和相应的学习算法. 迄今

为止 ,不平衡模式分类问题的理论研究成果很少 ,以

上的研究多是依据实验的方法 ,所得到的结果也多

是经验性的. 因此进一步的理论分析非常重要.
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